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MAKINE OGRENMESI YONTEMLERI KULLANILARAK SOSYAL MEDYADA
MARKA iTIBAR ANALIZI
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Y 6netim Bilisim Sistemleri, iktisadi ve Idari Bilimler Fakiiltesi, Dokuz Eyliil Universitesi, [zmir Tirkiye
Ozet

Giliniimiiz diinyasinda sosyal aglar aktif bir sekilde kullanilmakta ve kullanicilar bu platformlarda
paylasimlar yaparak goériislerini ifade edebilmektedir. Bir marka hakkinda yapilan paylagimlar diger
kullanicilarin goriislerini ve dolayisiyla ilgili markanin itibarini etkilemektedir. Belirtilen nedenlerden dolay1
markalar sosyal medya platformlarinda kendileri hakkinda yapilan paylasimlari 6nemsemekte ve bu
dogrultuda aksiyonlar almaktadir. Bu ¢alisma kapsaminda sosyal medya paylasimlarini kullanarak markalarin
itibarlarin1 analiz etmesini ve tiiketiciler ile aralarindaki iligkiyi yonetmesini saglayan bir bilgi sistemi
gelistirilmesi hedeflenmistir. Tasarlanan sistem icin markalar hakkinda yapilan paylasimlari toplamak
amaciyla ¢ok katmanli mimaride bir yazilim gelistirilmistir. Toplanan igeriklerin olumlu veya olumsuz olarak
siiflandirilmast siirecini insan giiciine kiyasla daha hizli, masrafsiz yapabilmek icin makine 6grenmesi
yontemleri kullanilmigtir. Tasarlanan makine 6grenmesi modelleri arasindan %90 F-6lgiitii basar1 skoruna
sahip Naive Bayes modeli seg¢ilmistir. Son olarak secilen makine 6grenmesi modeliyle otomatik olarak
simiflandirilan paylasimlar ve bilgilerini sunmak icin bir web uygulamasi olan Marka ltibar Yonetim Sistemi
(MIYS) gelistirilmistir. Bir markaya tanimlanan kullanict MIYS kullanarak ilgili marka hakkinda yapilan
paylasimlari, analizleri gériintiileyebilmektedir. Ayrica tammlanan kullamict MIYS iizerinden paylasima
cevap verme, tekrar paylasma, begeni gibi bazi aksiyonlar alabilmektedir. fleriki v ¢alismalarda sistemin
birgok sosyal medya platformuna entegre ve daha kapsamli olacak sekilde gelistirilmesi amaclanmaktadir.

Anahtar Kelimeler: Makine Ogrenmesi, Metin Madenciligi, Marka tibar1, Sosyal Medya, Bilgi
Sistemleri
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REPUTATION ANALYSIS OF BRAND IN SOCIAL MEDIA USING MACHINE
LEARNING TECHNIQUES

Abstract

Social networks are actively used nowadays and users can express their opinions by posting contents
on these platforms. Social media posts about a brand affects the opinions of other users and therefore the
reputation of the related brand. Thus, most of the brands follow posts about themselves on social media
platforms and accordingly take actions. Within the scope of this study, it is aimed to develop an information
system that enables brands to analyse their reputation in social media and manage their relationship with
consumers in social networks. For the aimed system, software with multi-layer architecture has been
developed in order to collect the posts about the brands. In the process of classification of the collected
content as positive or negative, machine learning methods were applied, since using machine learning for the
classification of contents is faster and inexpensive compared to human power. The Naive Bayes classification
model with 90% F-criterion score was chosen among the machine learning models designed. Lastly, Brand
Reputation Management System (BRMS), web application in MVC pattern, was developed to present the
automatically classified posts and their analyses. The user, registered to the system for a brand, can view the
posts and analysis about the related brand by using BRMS. Additionally, the registered user can take some
actions such as responding, re-sharing, and like to a post via BRMS. In future work, it is aimed to integrate
the current system (BRMS) to many social media platforms and make the system more comprehensive.

Keywords: Machine Learning, Text Mining, Brand Reputation, Social Media, Information
Systems.

GIRIS

Markalar itibarlarim1 medya, basin biiltenleri, web sitesi, ¢evrimici kaynaklar ve agizdan
agiza araciligiyla topladigi bilgilerle gelistirir. Bunlardan en 6nemlisi, bir sirketin itibarini toplam
veya kismi bilgi ve haberler yoluyla sekillendirmeye veya carpitmaya yardimci olan medya, daha
0zel olarak sosyal medyadir (Kaul ve digerleri, 2015).

Gilinlimiizde sosyal medyanin her gecen giin kullanict sayisimi artirmast marka ve
kurumlarin yonlerini bu platformlara ¢evirmesini beraberinde getirmistir (Gurau, 2018). Kullanici
dostu olarak nitelendirilen bu ortamlar kullanicilarin ve markalarin igerik paylasmasina izin
verirken markalar agisindan sadece iiriin ya da hizmetlerinin tanitildig1 yerler olarak kalmamaktadir.
Bu ortamlar ayn1 zamanda markalarin tiiketicisiyle etkilesime girebildikleri, sorun ¢ozebildikleri,
hizli geribildirim aldiklar1 bir ortam olmakla birlikte, tliketiciler agisindan hem memnuniyetin hem
de sikayetlerin agik¢a dile getirilebildigi, baskalariyla paylasilabildigi, fikir aligveriginde
bulunabildikleri ortamlar haline gelmistir. Sosyal medya bir markanin itibarinin sadece {iriin ve
hizmetlerine yonelik reklamlar1 ya da elde ettigi basarilari ile degil; bu platformda insanlarin marka
hakkindaki yorum, paylasma ve begeni gibi etkilesimlerle nasil = goriindiigiini
degerlendirebilmesinde onemli katkilar sunmaktadir (Sardagi ve Baycu, 2018). Dolayisiyla bu
platformda markalar agisindan iiriin ya da hizmetlerden ¢ok tiiketicilerin marka ya da kurum
hakkindaki konusmalari, degerlendirmeleri 6nemli hale gelmistir.

Sosyal medyanin ortaya ¢ikmasindan once tiiketiciler bir liriin ya da hizmet satin almak
istediklerinde markanin ya da kurumun web sitesi, yayinlanan reklamlar1 ve marka tarafindan
paylasilan haberler gibi daha kontrollii gerg¢eklesen ortamlar araciliiyla gerekli bilgileri elde
etmekte ve sadece markanin sundugu tek tarafli bilgilerle yetinmekteydi. Ancak sosyal medyanin
ortaya ¢ikmasiyla birlikte tiiketicilerin de bir iiriin ya da hizmet alma siirecindeki arayislarinda
davranig degisikligi meydana gelmeye baglamistir. Artik bireyler satin alma davranigsinda bulunmak
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istediklerinde sadece kurum ya da markalarin web sitelerindeki kontrollii bilgilerle yetinmemekte,
bilgi arayis siireclerine farkli platformlar1 da dahil etmektedir. Sosyal medya platformlari
tiikketicilerin bilgi kaynaklarinin ¢esitlenmesi, markalar tarafindan olusturulan iceriklerin disina
cikarak karar vermesi ve tercihte bulunabilmesine imkan saglamistir. Ciinkii tiiketici artik karar
verme siirecinde sadece marka ya da kurumun paylastig1 bilgilerle yetinmemekte ayni zamanda
iiriin ya da markaya ydnelik sosyal medyada ne konusuldugu, nasil yorumlarin yapildigi, begeni ve
sikayetleri de dikkate almaktadir.

Her giin markalar ve firmalar hakkinda sosyal aglarda binlerce paylasim yapilmaktadir. Bu
paylasimlarin insan giiciiyle degerlendirilmesi masrafli ve zaman alan bir siire¢ olacaktir. Tiiketici
karar verme siireclerinde ve marka algisinin olugmasinda 6nemli etkisi olan sosyal medya
paylasimlan iizerinden marka itibar analizinin bir bilisim sistemi ile yapilmasmin insan giiciine
kiyasla daha performansli olacaktir. Bu dogrultuda sosyal ag paylasimlarinin otomatik olarak
siniflandirilmasi i¢in metin madenciligi yontemleri arastirilmis ve uygulanmustir.

Metin madenciligi siirecinde ilk olarak markalar veya firmalar hakkinda paylasimlar
toplamak i¢in ¢ok katmanli mimaride bir uygulama (Veri Toplama Uygulamasi- VTU)
gelistirilmistir. Bu uygulama Twitter (Twitter, 2019) ara yliziinii kullanarak belirlenen markalar
hakkinda yapilan paylasimlar: iliskisel veri tabanma kayit etmektedir. Ikinci adimda denetimli
makine 6grenmesi algoritmalarinda kullanilmak {izere toplanan paylasimlarin etiketlenmesi i¢in bir
kitle kaynak web uygulamasi (Veri Etiketleme Uygulamasi - VEU) gelistirilmistir. Yeterli sayida
sosyal medya paylasimi etiketlendikten sonra olusturulan veri kiimesinde g¢esitli on isleme
adimlartyla birlikte denetimli makine 6grenmesi modelleri Spyder (Python dili i¢in yazilmig
gelistirme ortami) (Spyder, 2020) aracilifiyla kodlanip deneyimlenmistir. Yapilan testlerde %90
basar1 oranina sahip olan Naive Bayes (Kibriya ve digerleri, 2004) modeli sosyal medya
paylasimlarinin otomatik olarak siniflandirmasi igin se¢ilmistir.

Metin madenciligi siirecinden sonra markalar i¢in otomatik olarak olumlu ya da olumsuz
olarak siniflandirilan igeriklerin analiz edilmesi ve yonetilebilmesi i¢in bir web uygulamasi (Marka
Itibar Yonetim Sistemi- MIYS) gelistirilmistir. Bu uygulamada markalar giinliik olarak hesaplanan
itibar skorlarini gézlemleyebilmekte, kendileri hakkinda yapilan olumlu ve olumsuz paylagimlar
hakkinda detayli bilgileri (paylasim zamani, begenilme sayisi, gonderen kullanict vb.)
goriintiileyebilmektedir. Ayrica paylasim zamani veya icerdigi terime gore arama yapabilmekte ve
paylasimi yapan kullanicilarla etkilesime girebilmektedir.

Sonug olarak gelistirilen uygulamalar (VTU ve VEU) ve Python programlama dili
gelistirilmis siniflandirma modeli ile markalarin kendileri hakkinda yapilan paylagimlarin otomatik
olarak smiflandirildigy, itibar analizini yapabildigi bir bilgi sistemi sunulmaktadir.

LITERATUR TARAMASI

Bu caligma kapsaminda markalarin sosyal medya itibarlarim1 degerlendirip analiz
edebilecegi bir bilgi sistemi sunmak amacglanmistir. Literatiirde bu alanda yapilmis bir takim
caligmalar mevcuttur. Tespit edilen ¢aligmalar paylasimlarin makine grenmesiyle otomatik olarak
simiflandirmasina yonelik olup, kullanicilar tarafindan bu sonuglarin incelenebilecegi bir sistem
sunmamaktadir. Ayrica incelenen ¢alismalar genellikle Ingilizce veri kiimesi igin yapilmustir.

2015 yilinda yapilan bir ¢caligmada (Vidya ve digerleri,2015) mobil telefon kullanicilarina
ait Twitter paylagimlarindan duygu analizi yaparak marka itibarim1 bulmay1 hedeflemistir. Ornek
model Haziran-Mart aylar1 arasinda ti¢ mobil firmas: hakkinda toplanan 3000 Twitter paylagimi
tizerinden olusturulmustur. Veri temizleme ve veri dengeleme islemlerinden sonra veri kiimesi
iizerinde Naive Bayes, Destek Vektor Makineleri ve Karar Agaci algoritmalar1 uygulanmis ve sirasi
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ile %89.08, %89.33,%84.43 f-6lgiitii skorlari elde edilmistir. En basarili sonug alinan Destek Vektor
Makineleri g¢alisma kapsaminda smiflandirict model olarak se¢ilmistir. Ayrica elde edilen
sonuc¢lardan markaya ait marka itibar puani hesaplamasi i¢in bir dl¢lim Onerilmistir. Bu 6l¢tim bu
calisma kapsaminda MIYS igerisinde kullanilmustir.

Mobil 6deme hizmetlerine yonelik kullanici goriisinii olumlu ve olumsuz olarak
siniflandirmak icin yapilan baska bir calismada (Prihono ve Sari, 2019) makine o6grenmesi
yontemleri kullanilmistir. 1 Mayis - 31 Mayis 2019 tarihleri arasinda bes mobil 6deme firmasinin
her biri hakkinda paylasilan toplam 28.189 twitter paylagimi iizerinden veri kiimesi olusturulmustur.
Birtakim veri Onisleme adimlari uygulandiktan sonra veri kiimesi iizerinde Destek Vektor
Makineleri algoritmasi kullanilmigtir. Kullanilan algoritma i¢in her bir marka 6zelinde dogruluk
skoru ayr1 ayr1 hesaplanmistir. Elde edilen dogruluk skorlart %77.30 ile %280.82 arasinda
degismektedir.

Birbirine rakip olan iki akilli telefon markasi i¢in tiiketici goriislerini analiz etmek icin
sunulan bagka bir c¢alismada (Kim ve digerleri, 2016) sozliikk tabanli duygu analizi ve makine
ogrenmesi yontemleri kullanilmustir. ilgili markalar hakkinda 24.206 Twitter paylasim toplanarak
veri kiimesi olusturulmustur. Veri 6nisleme siirecinden sonra elde edilen veri kiimesi iizerinde R
programlama dilinde Destek Vektor Makineleri algoritmasi kullanilmistir. Caligma sonucunda %74
tahminleme basarisi elde edilmistir.

2016 yilinda sosyal medya verilerini kullanarak belirli bir sirketin itibarin1 6lgen bir itibar
yOnetim sistemi Onerilen bagka bir ¢alismada (Manaman ve digerleri, 2016) makine &grenmesi
yontemleri kullanilmigtir. Makine Ogrenmesi yontemlerini uygulamak {izere 4929 tane sosyal
medya iceriginden olusan bir veri kiimesi kullanilmistir. Bu veri kiimesinde her igerik pozitif,
negatif, tarafsiz ve alakasiz olmak iizere etiketlenmistir. Veri kiimesi iizerinde Naive Bayes, Yapay
Sinir Aglar ve Destek Karar Vektorleri algoritmalari uygulanmistir. Sirasi ile %68.9, %67.4 ve
%75 dogruluk skorlar1 elde edilmistir.

Markalara karsi tiiketicilerin duygularini analiz etmeyi amaglayan bagka bir calismada
(Mostafa,2013) yazar makine Ogrenmesi yontemlerine bagvurmustur. Tiiketicilerin belirlenen
markalar i¢in Temmuz 2012 - Agustos 2012 tarihleri arasinda paylastiklar1 sosyal medya igerikleri
toplanarak veri kiimesi olusturulmustur. Bu veri kiimesi 3516 sosyal medya paylasimini
icermektedir. Veri kiimesi iizerinde sozlilk tabanli makine 6grenmesi yontemleri kullanilmistir.
Calisma kapsaminda degerlendirilen markalar i¢in yapilan paylagimlarin pozitif orani sirasiyla %
54, %60, 28 bulunmustur.

Cep telefonu, diziistii bilgisayar vb. elektronik triinlerle ilgili twitter paylagimlarin1 makine
Ogrenimi yontemlerini kullanarak analiz eden diger bir ¢alisma 2013 yilinda sunulmustur (Neethu
ve Rajasree, 2013). Nisan 2013 ve Mayis 2013 tarihleri arasinda 1200 tweet toplanarak veri kiimesi
olusturulmustur. Bu tweetler negatif ve pozitif icerige gore manuel olarak etiketlenmistir. Veri
kiimesi iizerinde Naive Bayes, Destek Vektdr Makineleri, Maksimum Entropi ve Topluluk
algoritmalar1 uygulanmistir. Naive Bayes algoritmasmin diger li¢ algoritmaya gore daha iyi
hassasiyete sahip oldugu sonucuna varilmistir. Ancak diger ii¢ algoritma kullanilarak %90 dogruluk
skoru elde edilirken, Naive Bayes ile bu skor %89 olarak hesaplanmistir.

flag ve kozmetik iiriinlerle ilgili tiiketici duygularinin analiz edilmesine yonelik sunulan
caligmada (Isah ve digeleri,2014) makine 6grenmesi ve metin madenciligi yontemleri kullanilmigtir.
Calisma kapsaminda secilen anahtar kelimelerle ilgili (recete, eczane, antibiyotik vb.) ilgili 11.431
twitter paylasimi toplanmistir. Olusturulan veri kiimesinin %75 i egitim seti olmak iizere negatif ve
pozitif olarak etiketlenmistir. Veri kiimesi {izerinde Naive Bayes algoritmasi uygulanmis ve %83
dogruluk skoru elde edilmistir. Makine 6grenmesi ve metin madenciligi yontemlerinin kullanildig1
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baska bir caligmada (Mittal, ve Goel, 2012) borsa hareketleri tahmini hedeflenmistir. Tahmin
sonuglar1 ile mevcut durumu kiyaslayarak aralarindaki korelasyonu hesaplamayi hedeflemislerdir.
Calisma kapsaminda iki veri seti kullanilmistir. Bunlardan biri seg¢ilen hisse senedi endeksine ait
belirli bir giin i¢in agik, kapali, yiiksek ve diislik degerleri igermektedir. Digeri ise Haziran 2009 -
Aralik 2009 tarihleri arasinda toplanan Twitter verilerini igermektedir. Bu veriler iizerinde 4 farkl
O0grenme algoritmast kullanilmigtir: Dogrusal Regresyon, Lojistik Regresyon, Destek Vektor
Makineleri, Bulanik Sinir Aglari. Bu algoritmalar arasindan Bulanik Sinir aglar1 algoritmasindan
diger algoritmalardan daha bagarili olarak %75.56 dogruluk skoru elde edilmistir.

2018 yilinda sunulan baska bir calismada (Hasan ve digerleri, 2018) yazarlar makine
O0grenme algoritmalar1 uygulayarak sosyal medya verileri ilizerinden kullanicilarin bir konu
hakkindaki goriislerinin analizini yapmiglardir. Kullanicilar tarafindan paylasilmis igerikleri igeren
6250 tweet secilerek bir veri kiimesi olusturulmustur. Bir takim veri Onisleme adimlari
uygulandiktan sonra veri kiimesi iizerinde Naive Bayes ve Destek vektor makineleri algoritmalari
uygulanmigtir. Naive Bayes algoritmasinin uygulandigi veri kiimesinde en yiiksek skor olan %79
dogruluk skoru elde edilmistir.

Markalara ait itibar puaninin tiiketicilerin satin alma eylemi {iizerindeki etkisinin
degerlendirildigi bir ¢calismada (Gok ve Fidan, 2019) veri madenciligi teknikleri kullanilmustir.
Calisma kapsaminda belirli bir marka hakkinda 415 kisiye anket uygulanarak veri kiimesi
olusturulmustur. Bu veri kiimesi iizerinde gerekli onigleme adimlari tamamlandiktan sonra Weka
programi kullanilarak Karar Agaci algoritmasi uygulanmistir. Kullanilan algoritma ile aragtirma
yapilan marka tizerinde %85.64 dogruluk skoru elde edilmistir.

2015 yilinda sunulan bagka bir ¢aligmada (Nalcakan ve digerleri, 2015) yazarlar twitter
platformunda bir marka hakkinda paylasilan igeriklerin pozitif, negatif ve nétr oldugu durumlari
analiz etmiglerdir. Calisma kapsaminda ti¢ marka segilerek her biri i¢in Twitter {izerinden toplanan
veriler ile ayr1 veri kiimesi olusturulmustur. Veri kiimeleri {izerinde ¢esitli makine 6grenmesi
algoritmalar1 (Naive Bayes, Rastgele Orman, K-En Yaki Komsu vb.) uygulanmstir. Ug¢ marka igin
de en iyi sonucu Naive Bayes algoritmasindan ortalama %70 dogruluk skoru ile elde edilmistir.

Tiirkge veri seti ile yapilan baska bir calismada (Albayrak ve digerleri, 2017) yazarlar
sosyal medyada belirli bir konu hakkinda yapilan paylasimlar iizerinde duygu analizi yapmislardir.
Secilen konu hakkinda yapilan paylasimlarin pozitif, negatif ve notr olarak smiflandirilmasi
amaglanmigtir. 10-12 Ekim 2017 tarihleri arasinda Twitter platformu {izerinden 12.739 sosyal
medya paylasimi toplanarak veri kiimesi olusturulmustur. Elde edilen veri kiimesi Python
programlama dilinde Dogal Dil Isleme Kiitiiphanesi kullanilarak Tiirkce duygu analizi sozI{igii olan
SentiTurkNet veri kiimesi ile karsilastirilmis ve islenmistir. Calismada basari degerlendirilmesi
yapilmamis olup, paylasimlarin %16 oraninda pozitif, %5 oraninda negatif ve %79 oraninda ise
noétr oldugu sonuglarina varilmstir.

Sonug olarak bu ¢alisma kapsaminda diger ¢alismalardan farkli olarak (markalar hakkinda
yapilan sosyal medya paylagimlarinin otomatik olarak siniflandirmasi) yani sira kullanicilarin bu
sonuglar inceleyebilecegi bu dogrultuda aksiyon alabilecegi bir bilgi sistemi sunulmustur. Ayrica,
incelen Tiirk¢e veri kiimesi lizerinde yapilan calismalara kiyasla olduk¢a basarili siniflandirma
skoruna sahiptir.

VERI & YONTEM

Verilerin Toplanmasi: Sosyal medyadaki markalar hakkinda yapilan paylagimlarin metin
madenciligi teknikleriyle siniflandirmak i¢in bu calismada oncelikli olarak yeterli biiyiikliikte bir
veri kiimesinin toplanmasi planlanmistir. Bu hedef dogrultusunda ¢ok katmanli tasarim mimarisinde
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bir yazilim gelistirilmistir. ilgili yazilim Zamanlanmis Gorev, Servis Denetleyicisi, Baglam Smifi
projelerinden olusmak {izere ii¢ katmanli mimar1 yapisinda gelistirilmistir. Ilgili yazilim
mimarisinin gemasit Sekil 1'de verilmektedir.

Sekil 1:Veri Toplama Uygulama Mimarisi

Zamanlanmisg

Gorev
Api_ » Tweet_er
Denetleyicisi Api

I

Baglam Simifi «———» Veritaban

Zamanlanmis Gorev “.Net Core Framework™ (.Net Core, 2020) kullanilarak gelistirilen bir
konsol uygulamasidir. Bu uygulama, Windows 10 isletim sisteminde gorev zamanlayicisini
kullanarak tanimlanan giinler igerisinde 15 dakikada bir calisacak sekilde ayarlanmustir.
Zamanlanmig Gorev calistiginda ise bulundugu yazilim mimarisinin {ist katmaninda yer alan Api
Denetleyicisi kiitiiphanesinden “GuncelPaylasimlariTopla” metodunu ¢agirmaktadir.

Api Denetleyicisi Kiitiiphanesi resmi Twitter uygulama programlama ara yiiziinii kullanarak
belirlenen markalar i¢in giincel paylasimlarin toplanmasi ig¢in “.Net Core Framework™ kullanilarak
gelistirilmistir. Bu kiitiiphaneden 6rnek olusturuldugunda verileri yasal olarak indirebilmek i¢in
kimlik bilgilerini Twitter uygulama programlama ara yiiziine gonderir. Kimlik bilgilerinin
eslenmesinden sonra yaratilan Ornekten belirlenen markalar igin ilgili ara yilizden giincel
paylagimlar toplanmakta ve islenmektedir.

Mimarinin son katmani olan Baglam Simifi Kiitliphanesi “.Net Core Framework™ ve “Entity
Framework” kullanilarak gelistirilmistir. Baglam Sinifi kiitiiphanesini kullanarak tanimlanan model
sinifindan iretilen 6rnekler iliskisel veri tabanina kayit edilebilmektedir. Ayrica ilgili kiitiiphaneyi
kullanarak istenen bilgiler iliskisel veri tabanindan model Ornekleri olarak doniilebilmektedir.
Uygulamanin iligkisel veri tabaninda yonetici tarafindan tanimlanan markalarin yansira Twitter
paylasimlar1 ve o paylasimlari yapan kullanicilarin bilgileri sirasiyla “Marka”, “Paylagim” ve
“Gonderen” varliklarinda saklanilmaktadir.

Marka varhigi ilgili kayitlara dair yapilan paylasimlar arayabilmek icin Isim, Hesap Ismi ve
Sosyal Medya Etiketi 6zelliklerinden olugsmaktadir. Gonderen varligi paylasim yapan kullanicilarin
bilgilerini saklamak i¢in Hesap Agilis Tarihi, Takipg¢i Sayisi, Gonderi Sayisi, Kayith Bolge ve
Kaynak Link o6zelliklerinden olusmaktadir. Son olarak Paylagim varligi toplanan igeriklerin
ozelliklerini saklamak iizere igerik Metni, Gonderi Tarihi ve Tekrar Gonderi Sayisi, Etiketler ve
Kaynak Link 6zelliklerinden olusmaktadir.

Veri tabaninda bir paylasim sadece bir marka hakkinda olabilirken, bir marka hakkinda
birden fazla paylasim olabilecek sekilde tasarlanmistir. Bunun sebebi ise veri tabanina kayit edilen
paylasimlarin sadece bir marka hakkinda olmasi seklinde kisitlanmasidir. Ayrica Gonderen ve
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Paylasim arasindaki iliski bir paylasim sadece bir kullaniciya ait olabilirken, bir kullanici birden
fazla paylasima sahip olabilecek sekilde tasarlanirmistir. Bu iliskilere ait bilgiler Paylagim
varliginda var olan “Markald” ve “Gonderenld” 6zellikleriyle saklanilmaktadir.

Sonug olarak gelistirilen ii¢ katmanli mimariye sahip olan yazilim ile tanimlanan markalar
icin belirli giinler icerisinde 15 dakikada bir giincel paylasimlar diizenli ve efektif bir sekilde
toplanmis olup veri tabanina kayit edilmistir.

Verilerin Etiketlenmesi: Verilerin toplanmasi adimindan sonra, elde edilen sosyal ag
paylagimlarin denetimli makine Ogrenmesi modellerinde kullanilmasi ig¢in dogru ve efektif bir
sekilde etiketlenmesi planlanmistir.

Veri etiketleme islemi ayrintilara dikkat edilmesi gereken, tekrarlayan ve kullanim
durumuna bagli olarak degisiklik gdsterebilen olduk¢a onemli bir siiregtir. Kullanilacak veri
kiimesinde yanlis etiketlemeler, iizerinde calistirllacak makine 6grenmesi modellerini yanlis
yonlendirebilecegi gibi degerlendirme sonuglarinda da hatalara neden olabilmektedir. Bu
dogrultuda bu siirecin giivenli, daha hizli ve sistematik yiiriitebilmesi igin kitle kaynak kullanimi
modeli (Kruse ve Mukherjee,1998) olusturulmustur.

Bu ¢alismada kitle kaynak modeli olarak .Net Core Framework yapis1 kullanilarak bir web
uygulamas1 gelistirilmistir. Kitle kaynak kullammi web uygulamasinda, veri toplama
uygulamasinda kullanilan iligkisel veri tabanmindaki Paylagim varligmma ek olarak “Etiket” ve
“Etiketci” varliklar1 eklenmistir.

Veri tabaninda bir etiket kaydi bir paylasim igin bir kullanicinin yaptig1 veri etiketini ifade
etmektedir (Kiling ve Teke, 2020). Bu web uygulamasina toplanan paylagimlar: etiketlemesi igin tig
kullanict kayit edilmistir. Kullanicilar birden fazla etiketleme islemi yapabilmekte ve bir paylagim
farklr kullanicilar tarafindan yapilmis birden fazla etikete sahip olabilmektedir.

Sistemdeki kullanicilara bir paylasimin olumlu yada olumsuz olma durumu o&rneklerle
anlatilmis ve uygun olmayan paylasimlarin filtrelenmesi konusunda bilgi verilmistir. Kullanici
kitlesel kaynak web uygulamasinda oturum agtiginda, veri tabaninda var olan ve kendisinin daha
once etiketlemedigi rastgele paylasimlar Sekil 2’deki gibi gosterilmektedir.

Sekil 2:Veri Etiketleme Uygulamasi

Veri Etiketleme Web

Etiketlenecek Paylagimlar

Gonderen:

uzak durun . Sakin bilet almayin zarar ziyan
kulliyen. 7 ay once ucuza al bileti 1 ay kala iptal
etsinler. Su anda bilet fiyatlari uctu. Ee kim mesul 3 kisinin zararindan??
Ben yaptim oldu ulkesi hitps://t.co/bEMvcZImFO

Olumlu
Olumsuz

UYGUN OLMAYAN VERI|

Bu web uygulamasi sayesinde, kullanici gosterilen paylasimin igerigine bakarak ilgili
paylasima marka itibari i¢in olumlu yada olumsuz olarak etiketleme islemi yapabilmektedir. Ayrica,
kullanict anlamsiz, belirsiz veya politik paylasimlar “Uygun Olmayan Veri” olarak
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etiketleyebilmektedir. Boylelikle muallak ve sakincali paylagimlar veri kiimesi diginda birakilmasi
amaglanmustir.

Veri etiketleme isleminin sonucunda yeterli saytya ulasildiginda, etiket tablosundan en az
iki kullanici tarafindan aymi etiketin yapildigi paylasimlar metin madenciliginde kullanilmak tizere
secilmistir. Boylelikle veri etiketleme siireci, gelistirilen kitle kaynak modelinde sistematik ve
giivenli bir platformda kayit altina alinarak yiriitilmistiir. Ayrica bir paylasimin olumlu yada
olumsuz olmas1 hakkindaki 6znel yorumlar veya yonlendirmeler minimize edilmistir.

Veri Onisleme: Metin madenciliginde veri kiimesinin etkin bir &nisleme siirecinden
gecmesi, makine dgrenmesi modellerinin basarisinda oldukca 6nemli bir kistastir. On islemenin
temel amaci, metin dokiimanlarindaki temel 6zellikleri veya anahtar terimleri elde etmek ve terim
ile dokiiman arasindaki iligki diizeyini artirmaktadir. Bu dogrultuda 6nceki adimlarda olusturulan
veri kiimesi (etiketleme siirecinde secilmis sosyal medya paylasimlari) {izerinde cesitli metin
temizleme teknikleri ve dokiiman terim matrisi yaklagimlari uygulanmustir.

Metin temizlemede ilk adim olarak paylasim metinleri i¢in kiigiikk harf doniisiimii
yapilmigtir. Boylelikle makine 6grenmesi modellerinde biiyiik-kiigiik harf duyarliligindan olusacak
yanlis bilgi ¢ikarimin &niine gecilmesi amaclanmustir. Tkinci adimda paylasim metinleri igerisinde
yer alan gereksiz sayilar kaldirilmistir. Bunun sebebi ise paylasim icerisinde yer alan sayilarin bu
calismadaki analizde ¢ok alakali ve iligkili bir bilgi sunmamasindan kaynaklanmaktadir. Son adim
olarak gereksiz isaretlerin 6zellik olarak secilmesine neden olabileceginden dolayi, noktalama
isaretleri ve semboller paylasim igeriklerinden kaldirilmustir.

Veri kiimesinde yer alan temizlenmis sosyal medya paylasimlari, makine &grenmesi
modellerinde kullanmak i¢in dokiiman terim matrisi modeli kullanilmistir. Dokiiman terim matrisi,
bir metin dokiiman koleksiyonunda olusan terimlerin sikligin1 agiklayan matematiksel bir matristir
(Torkkola,2004). Bu matriste, satirlar koleksiyondaki dokiimanlara ve siitunlar koleksiyonda yer
alan terimlere karsilik gelmektedir. Matristeki her bir hiicre (dokiiman-terim agirligi) degerini
belirlemek icin ¢esitli yaklagimlar mevcuttur. Bu ¢aligmada makine 6grenmesi modellerinde siklikla
tercih edilen Terim Frekansi ve Terim Frekansi-Ters Dokiiman Frekansi yaklagimlarinin ikisi de
uygulanmgtir.

Ozellik Se¢imi: On isleme adiminda elde edilen dokiiman terim matrisinin terim sayistyla
orantili olarak ¢ok biiyiilk boyutlara ulagmasi, makine 6grenmesi modellerinde karsilasilan biiytik
zorluklardan bir tanesidir. Bir veri kiimesinde bulunan on binlerce ve yiiz binlerce terim (kelime),
Ogrenme siireci i¢in yiiksek bir hesaplama yiikiine yol agmaktadir. Ayrica, siniflandirma asamasinda
bazi alakasiz ve gereksiz olabilecek terimler, siniflandirma metotlarinin tahminleme performansini
disiirebilmektedir. Bu dogrultuda 6grenme siirecini hizlandirmak ve iyilestirmek igin veri
boyutunun azaltilmast gerekli bir iglemdir. Metin siniflandirma islemlerinde veri boyutunun
azaltilmasi genellikle 6zellik se¢imi yaklasimi ile yapilmaktadir.

Ozellik se¢imi, belirli bir veri kiimesinde var olan 6zellik kiimesinden, tanimlanmis 6zellik
secim (iyilik 6lgiitli) kistasina gore bir 6zellik alt kiimesi olusturma islemidir. Bu ¢aligmada 6zellik
secimi igin Ki-Kare (Chi-Square) testi ve Bilgi Kazanimi (Information Gain) yaklasimlar
uygulanmstir.

Makine Ogrenmesi: Makine 6grenimi (ML), deneyim yoluyla otomatik olarak dgrenen ve
gelisen bilgisayar algoritmalar1 iizerine bir ¢caligma alanidir (Dietterich, 1997; Aydin, 2018). Genel
olarak makine 6grenmesi, yapay zekanin bir alt kiimesi olarak goriilmektedir. Makine 6grenmesi
algoritmalari, karar almak veya tahminler yapmak icin agik¢a programlanmadan, "egitim verisi"
olarak bilinen 6rnek verilere dayali bir matematiksel model olusturmaktadir. Bu algoritma tiirleri

64



Sardagi Bozyigit B., Tarhan C. Yonetim Bilisim Sistemleri Dergisi Cilt:6 Sayi:2

geleneksel algoritmalar gelistirmenin zor veya miimkiin olmadig istenmeyen e-posta filtreleme gibi
cesitli alanlarda uygulanmaktadir (Kiling ve Aydin, 2019; ).

Makine 6grenimi yaklasimlar: 6grenme asamasindaki gosterdikleri farklilara dayanarak iic
ayr1 kategoriye ayrilmaktadir (Sasakawa ve digerleri, 2008; Aydin, 2019). Bu kategoriler asagidaki
gibidir.

e Denetimli Ogrenme: Ogrenme algoritmasina sunulan "denetmen" tarafindan verilen 6rnek
girdiler ve beklenen ¢iktilar dogrultusunda algoritmanin girdileri ¢iktilarla esleyen genel bir
kural 6grenmesidir.

e Denetimsiz Ogrenme: Ogrenme algoritmasia etiketlenmeden verilen veriler (beklenen
ciktilar1 olmayan) sonucunda algoritmanin belirli kaliplar1 veya 6zellikleri kesfetmesidir.

e Pekistirmeli Ogrenme: Gelistirilen program, belirli bir hedefi gergeklestirmek igin
dinamik bir ortamla etkilesim (bir araci siirmek veya bir rakibe kars1 oyun oynamak gibi)
halindeyken siireg igerisinde 6diil ve ceza gibi geri doniislerle 6grenimin gergeklestirilmesi
durumudur.

Denetimli 6grenme igerisinde yer alan regresyon ve siniflandirma algoritmalari metin
madenciliginde siklikla kullanilmaktadir. Denetimli 6grenme algoritmalarinin siklikla tercih edilme
sebebi ise genellikle veri kiimesinin kisiler tarafindan etiketlenmis dokiimanlardan (metinlerden)
olugmasindan kaynaklidir.

Etiketlenme isleminden sonra secilmis sosyal medya paylasimlari, 6n isleme ve 6zellik
secimi adimlarindan sonra olusan veri kiimesi denetimli 6grenme modeline uygun hale getirilmistir.
Sosyal medya paylasimlarinin otomatik olarak siniflandirilmasi i¢in uygulanan denetimli 6grenme
siireci Sekil 3°te verilmektedir.

Sekil 3: Denetimli Makine Ogrenmesi Siireci

Egitim Kiimesi

|

Denetimli
Ogrenme
Algoritmalari

|

Siniflandirici

Tahminler

hd

h

Test Kiimesi

Genel olarak bir denetimli 6grenme modelinde 6grenme siireci egitim ve test olarak iki
adimdan olugmaktadir. Egitim siirecinde veri kiimesindeki bazi veriler egitim kiimesi olarak
belirlenmektedir. Makine 6grenmesi algoritmalar1 egitim kiimesinden 6grenme gerceklestirerek bir
siniflandirict model olusturmaktadir. Test siirecinde ise olusan simiflandirma modelini kullanilarak
egitim kiimesine alinmayan veriler (test kiimesi) i¢in tahmin yapilmaktadir. Test kiimesindeki
veriler i¢in tahmin ve gergek etiketlere bakarak makine Ogrenmesi algoritmalarmin basarist
hesaplanmaktadir. Siire¢ sonucunda ise genellikle dogru tahminleme yetenegi en yiiksek
siiflandirict modeli olusturan makine grenmesi algoritmasi tercih edilmektedir.

Bu calismada 6grenme siirecinde uygulanan ve tahminleme basaris1 hesaplanan denetimli
makine 6grenmesi algoritmalar1 asagidaki gibidir.
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Sekil 4: Uygulanan Makine Ogrenmesi Algoritmalar

K-En Yakin
Komsu

Uygulanan
Denetimli Makine
Ogrenmesi
Algortimalan

Makine Ogrenmesi Algoritmalarinin Degerlendirilmesi: Verilen tim problemlerde en
iyi sekilde c¢alisacak bir smiflandirma algoritmasi bulunmamaktadir, ¢iinkii siniflandiricilarin
performansi biiyiik 6l¢tide veri kiimesinin 6zelliklerine gore degiskenlik gdstermektedir (Narudin,
2016). Bu yiizden simmiflandirma algoritmalarinin dogru bir sekilde degerlendirilmesi oldukga kritik
bir 6neme sahiptir.

Genel olarak denetimli 0grenme siirecinde veri kiimesi egitim ve test olarak ikiye
ayrilmaktadir. Denetimli makine 6grenmesi algoritmasi egitim veri kiimesinden 6grenme siirecini
tamamladiktan sonra test veri kiimesi iizerinde degerlendirme yapilmaktadir. Egitim ve test
kiimeleri ayristirilmasi verilerin 6zelliklerine, problemin amacina gore degisiklik gostermektedir.
En basit yontem olarak veri kiimesi 2/3-1/3 ayirma kullanilmaktadir. Bu yontemde egitim kiimesi
veri setinin 2/3 oraninda olusturulmakta geri kalanlar ise test veri kiimesine eklenmektedir. Genel
olarak kullanilan ayristirma yontemi ise k-Katli Capraz Gegerlemedir (Rodriguez ve digerleri,
2009). Bu yontemde L veri kiimesi k pargaya (i=1,2....k i¢in Lk) ayrilmaktadir. Birinci adimda L1’
test igin diger k-1 parga egitim i¢in ayrilmaktadir. Bu islem k adimda her Lk parcasi test kiimesi
olacak sekilde yapilmaktadir. Siniflandirma modelinin basarisi k test sonucunun ortalamasi olarak
degerlendirilmektedir.

Genel olarak bir smiflandirma algoritmasinin basarisinin degerlendirmesinde dort temel
veri yer almaktadir: dogu pozitif (DP) sayisi, dogru negatifler (DN), yanlis pozitifler (YP) ve yanlig
negatifler (YN). Ilgili terimlerin agiklamalar1 asagidaki gibidir.

e Dogru Pozitif: Test sonucu pozitif olarak etiketlenen gercek pozitifler
o Yanls Pozitif: Test sonucu pozitif olarak etiketlenen gergek negatifler
o Dogru Negatif: Test sonucu negatif olarak etiketlenen gercek negatifler
e Yanhs Negatif: Test sonucu negatif olarak etiketlenen gercek pozitifler

Bu verileri kullanarak smiflandiricilarin performanslarimi 6lgen birgok yontem mevcuttur.
Kesinlik (Precision), Duyarlilik (Recall) ve F-olgiitii (F-measure) olgiitleri bir siiflandirma
sisteminin Kkalitesini degerlendirmek igin kullamlan popiiler metriklerdir (Powers, 2011). ilgili
Olcitlerinin formiileri Tablo 1’de verilmektedir.
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Tablo 1: Olgiit-Formiil Tablosu

Olciit Formiil

Kesinlik DP/DP + YP

Duyarlilik DP/DP +YN

F-olciiti (2 * Kesinlik * Duyarlilik) / (Kesinlik + Duyarlilik)

Test sonucunda dogru simiflandirilmis pozitiflerin tim pozitif olarak smiflandirilan
orneklere orani kesinlik olarak tanimlanmamaktadir. Kesinlikte yanlis negatiflere dikkat
edilmemektedir. Bu Olgiitte 6nemli olan modelin testte pozitif olarak siniflandirdigi orneklerin
dogru olmasidir.

Dogru smiflandirilmis pozitiflerin tiim ger¢ek pozitiflere orami ise duyarlilik olarak
tanimlanmaktadir. Duyarlilikta yanlis negatifler dikkate alinmaktadir. Bu 6l¢iitte dnemli olan gergek
pozitiflerin test sonucunda dogru bir sekilde tahmin edilmesidir.

Son olarak F-olgiitii  kesinlik ve duyarliligmm harmonik ortalamasi alinarak
hesaplanmaktadir. Bu calismada bahsedilen {i¢ Olgiit de makine Ogrenmesi algoritmalarinin
degerlendirilmesinde kullanilmustir.

DENEYSEL CALISMA

Makine Ogrenmesi Yontemlerinin Uygulanmasi: Bir marka itibar yonetim sistemi
olugturmak icin belirlenen bir sosyal medya platformunda marka hakkindaki paylasimlarin
incelenmesi gereklidir. Sosyal medyada yer alan binlerce paylasimin marka itibari i¢in pozitif yada
negatif olma durumunu insan giicliyle incelemek masrafli ve zaman alan bir siire¢ olacaktir. Bu
calismada metin madenciligi yontemlerini kullanarak markalar hakkinda paylasilan sosyal medya
igeriklerinin otomatik olarak siniflandirilmasi amaglanmustir.

Oncelikle ¢alisma kapsamini Ozellestirmek adina itibar analizi igin iilkemizde faaliyet
gosteren bes adet hava yolu firmasi segilmistir. Metodoloji boliimiinde bahsedilen veri toplama
uygulamasi (VTU) kullanilarak 28/10/2019 ve 25/12/2019 tarihleri arasinda ilgili firmalar hakkinda
yapilan 12,343 sosyal medya paylasimi (Tweet) veri tabanina kayit edilmistir. Ayrica paylasimlari
yapan 10,171 Twitter kullanicisinin bilgileri de VTU aracilifiyla kayit altina alinmsgtir.

Belirlenen havayolu firmalar1 igin yeterli sayida igerik toplandiktan sonra veri kiimesi
olusturmak i¢in etiketleme islemi Veri Etiketleme Uygulamasi (VEU) aracilifiyla yapilmistir.
Uygulamaya kayith olan ¢ kullaniciya toplanan verilerin marka itibart agisindan nasil
siiflandirilacagi (olumlu yada olumsuz) ve hangi verilerin kapsam dis1 birakilmasi gerektigi detayl
bir sekilde agiklanmustir. Veri etiketleme siirecinin sonunda biitiin kullanicilar tarafindan ayni sinifa
atanan (hemfikir olunan) 3,533 adet icerik veri kiimesine sec¢ilmistir. Segilenlerin 1,187 tanesi
olumlu, 2,346 tanesi olumsuz i¢eriklerdir.

Paylasim metni ve simf (marka itibar1 i¢in pozitif yada negatif olma durumu)
ozelliklerinden olusan 3,533 secilmis veri i¢in metodoloji kisminda bahsedilen 6n isleme adimlari
uygulanmustir. On isleme sonucunda 16,864 terimli Dokiiman Terim Matrisi (DTM) olusmustur.
Matriste dokiiman-terim agirliklari belirlenirken terim frekansi ve Terim Frekansi — Ters Dokiiman
Frekans1 (TF-TDF) yaklasimlar1 ayr1 ayr uygulanmustir.
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16,864 ozellikli (terim) DTM boyutunu indirgemek ve siiflandirma islemine pozitif katki
yapan Ozellikleri segmek icin iki ayr1 yontem uygulanmistir. Birinci yontem olan Ki-kare’de 15,502
ozellik elenerek 1,362 6zelik siniflandirma isleminde kullanilmak iizere segilmistir. Ikinci yontem
olan bilgi kazaniminda 15,973 o6zellik elenerek 891 o6zelik siniflandirma isleminde kullanilmak
iizere secilmistir.

On isleme ve &zellik secimi asamalar1 sonucunda 4 ayr1 veri kiimesi varyant1 olusmustur.
Bu varyantlar Tablo 2’de verilmektedir.

Tablo 2: Veri Kiimesi Varyantlari

Varyant Terim Agirhgi Ozellik Secimi
Varyant; Terim Frekansi Ki-kare
Varyant, Terim Frekansi Bilgi Kazanimi1
Varyants TF-TDF Ki-kare
Varyant, TF-TDF Bilgi Kazanimi

Olusan veri kiimesi varyantlar tizerinde alt1 farkli denetimli makine 6grenmesi algoritmasi
uygulanmustir. Ilgili algoritmalar asagidaki gibidir.

¢ Naive Bayes

e Destek Vektor Makineleri
e Yapay Sinir Aglar1

e (4.5 Karar Agact

e Rastgele Orman

e K-En yakin komsu

Egitim kiimesini ve test kiimesini belirlemek icin k-Kath Capraz Degerlendirme yontemi
kullanilmigtir. Makine 6grenmesi algoritmalarinin test bagarilarini 6lgmek igin Kesinlik, Duyarlilik
ve F-ol¢iitli metrikleri hesaplanmistir. Algoritmalarin en basarili oldugu egitim kiimesi varyantinin
test sonuglar1 Sekil 5’te verilmektedir.

Sekil 5:Test Sonuglari
F-olgiitii

0.901
0.848 0.858 0.863
0.763 0.767

Yapay Sinir C4.5 Karar Destek  K-En Yakin Naive Bayes Rastgele
Aglan Agaci Vektor Komsu Multinomial Orman
Makineleri
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Sonuglar gozlemlendiginde 6n isleme adimlarinda TF-TDF ve Ki-Kare yontemlerinin
kullanildig: veri kiimesinde Naive Bayes algoritmasiyla olusan siniflandirma modeli %90 civari F-
Olciit degeriyle dikkat cekmektedir. Rastgele Orman, Destek Vektdr Makineleri ve Yapay Sinir
Aglan algoritmalar1 %84 iizeri F-0lgiit skorlariyla basarili sonuglar vermistir. Diger yandan K-En
Yakin Komsu ve C4.5 Karar Agac1 yontemleri %80 alt1 F-0lgiit skoruyla diger yontemlere gore
basarisiz olmuslardir.

Marka Itibar Yonetim Sisteminde kullanilmak {izere 6n isleme adimlarinda TF-TDF ve Ki-
Kare yontemlerinin kullanildigi veri kiimesinde olusturulan Naive Bayes siniflandirma modeli
secilmistir. Bu siniflandirma modelinin deneysel calisma sonuclarina dayanarak karsilastigi bir
sosyal medya i¢regini %90 oraninda dogru siniflandirmasi beklenmektedir.

Marka Itibar Yonetim Sistemi: Yonetim Bilisim Sistemleri bir marka veya kurulusa ait
bilgilerin koordinasyonu, kontrolii, analizi ve gorsellestirilmesi i¢in kullanilan bilgi sistemleridir
(Yurtsever ve Tecim,2016). Marka degerinin artmasinda 6nemli yeri olan bu sistemler, yoneticilere
kisa siirede etkili kararlar vermeleri i¢in anlik ve uygun bilgiler sunmaktadir. Bu g¢aligmada
markalarin sosyal medya iizerindeki itibarlarin1 Slgmeyi ve tiiketici ile aralarindaki iliskiyi
yonetmeyi hedefleyen bir bilgi sistemi gelistirilmistir.

Calisma kapsaminda gelistirilen bilgi sistemine Marka Itibar Yonetim Sistemi(MIYS) adi
verilmistir. MIYS Net Core Framework kullanilarak MVC (Model-View-Controller) yazilim
mimarisiyle gelistirilmis bir web uygulamasidir. .Net Core Framework Microsoft tarafindan agik
kaynakli olarak kullanima sunulmus olup platform bagimsiz uygulamalar gelistirmeye olanak
saglayan modern bir gelistirme ortamidir. MVC(Model-View-Controller) ise uygulamanin is
mantig1 ile kullanici ara yiizinii birbirinden ayri olarak gelistirmeyi saglayan bir yazilim
mimarisidir (Leff ve Rayfield, 2001).

Sistemde kayitli marka hakkinda yapilan sosyal medya paylasimlart ¢alisma kapsaminda
gelistirilen Veri Toplama Uygulamasi(VTU) ile toplanmaktadir. Marka itibarinin analizinde
toplanan paylasimlarin marka acisindan biraktigi izlenim 6nemli oldugu icin sistemin ilk amaci
paylagimlar1 hizli ve dogru bir sekilde smiflandirmaktir. Toplanan c¢ok sayida paylasimlarin
siniflandirilmasi insan giicliyle zaman alici ve masrafli olabilmektedir. Bu asamada herhangi bir
insan giicline gerek kalmadan toplanan verilerin otomatik olarak smiflandirilmasi i¢in ¢aligma
kapsaminda tasarlanan ve egitilen %90 dogru smiflandirma basarisina sahip olan Naive Bayes
modeli kullanilmistir. Béylelikle toplanan veriler 0.1 hata oraniyla ¢ok hizli ve masrafsiz bir sekilde
simiflandirilabilmektedir. Sistem elde edilen makine O6grenmesi sonuglarini gorsellestirerek
kullaniciya detayli bilgiler sunmaktir. Ayrica sistem marka hakkinda olan sosyal medya
icerikleriyle ilgili bazi1 aksiyonlara olanak tanimaktir.

Sisteme kayitli bir marka, kendisine tanimlanan yonetici hesabiyla kendi markasina ait
analiz sonuclarina erisebilmekte ve aksiyonlar alabilmektedir. Ornek kullamici etkilesimlerinin
gosterilmesi i¢in secilen marka ise iilkemizde faaliyet gosteren bir hava yolu (sistemde XHY olarak
tanimlanmaktadir) firmasidir. Bu dogrultuda uygulamanin igerdigi ekranlar takip eden kisimlarda
acgiklanmaktadir.

Analiz Ekram

XHY (X Hava Yolu) firmasina ait kullanici sisteme giris yaptiktan sonra marka hakkinda
paylasilan sosyal medya igeriklerini analiz ekraninda bulunan itibar Puani-Tarih grafigi yardimiyla
inceleyebilmektedir. Gilinliik periyotlarla toplanan sosyal medya icerikleri makine 6grenmesi
metotlar1 ile pozitif ve negatif icerik olarak otomatik olarak siniflandirilmis halde grafige
yansitilmigtir. Kullanic1 bu grafikte Negatif Tweet Sayisi, Pozitif Tweet Sayisi ve Itibar Puan
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bilgilerine ulagabilmektedir. Markanin itibar puani bir glin i¢inde atilan pozitif paylasim sayisinin
negatif paylasim sayisindan farkinin toplam paylasim sayisina orantyla hesaplanmaktadir (Vidya ve
digerleri, 2015). Giinliik Itibar Puan1 (GIP) i¢in hesaplama Formiil 1°de gosterilmektedir.

Formiil 1: Giinliik Itibar Puam (GiP) Hesaplama

cip (Pozitif Paylasim Sayist — Negatif Paylasim Sayist)
= *

"~ (Pozitif Paylasim Sayisi + Negatif Paylasim Sayist)

Aynmi zamanda kullanici bu ekranda marka hakkinda paylasilan son sosyal medya
iceriklerini goriintiileyebilmektedir. Sekil 6’da itibar Analiz Ekram gosterilmektedir.

Sekil 6: ftibar Analiz Ekrani

itibar Yénetim Sistemi

KHY - Itibar Puam Grafigi Pozitif Tweet Sayist: 32

Negatif Tweet Sayis:: 18

itibar Puam: 28

-100

2015-10-28 2019-10-29 2015-10-30 2015-10-31 2019-11-01 2019-11-02 2019-11-03 2019-11-04 2019-11-05 2019-11-06

Marka Itibar Puam

XHY Hakkinda Atilan Son Tweetler

21 dakika dnce
hevesle 18 ocaga bilet bakmam ve hevesimin sadece 10 sn sarmesi @

26 dakika once
umanm 1 buguk saat rétarl olan ve hala herhangi bir ucus umudu géremedigimiz Bat-Ist ucusunuzu gece yansi
olmadan bir ¢oziim bulabilirsinizil!

32 dakika dnce
En iyi Mobil Uygulama birincilik odala ¢ : gidiyor! Tebrikler! #internetinoskarlar #altinorumcek
https //t.co/EOMmBKIKOI

43 dakika once
{ Almanya'dan 12ayin ikinci haftasindan sonra memlekete ugus tek kisi 2500 tl... yaziklar olsun bi doyuramadik sizi
be_ .. Allah gozunuza doyursun

Tweet Arama Ekrani

Analiz ekraninda sayisal verilerle puan c¢izelgesini inceleyen kullanici belirli bir tarihte
paylasilan sosyal medya iceriklerini incelemek istediginde “Tweet Arama” ekranini
kullanabilmektedir. Ornegin kullanict Sekil 6’da bulunan XHY-itibar Puan Cizelgesinde itibar
puaninin en yiiksek veya en diisiik hesaplandigi tarihlerde paylasilan sosyal medya igeriklerini
ayritili incelemek isteyebilir. Bu tarz bir sistemde kullaniciya sadece sayisal veriler saglamak
yeterli degildir. Kullanicinin marka hakkinda paylasilan igeriklerin hangi durumlarda pozitif ve
negatif izlenim biraktigi hakkinda bilgi sahibi olmasi markanin gelecek donemlerde alacagi
aksiyonlar acisindan olduk¢a onemlidir. Kullanict bu gibi durumlarda istedigi periyottaki verilere
Tweet Arama ekranindan ulagabilmektedir. Arama sonucunda kirmizi renkli satirlar marka
hakkinda negatif olan sosyal medya igeriklerini gosterirken, mavi renkli satirlar pozitif olan
icerikleri gdstermektedir. Ayrica igeriklere ait Favorilenme ve Retweet sayisi gibi bilgiler sonug
tablosunda yer almaktadir. Sonuglar (sosyal medya paylagimlar1) Tarih, Tweet, Favorilenme Sayis1
ve Retweet degerlerine gore siralanabilmektedir. Kullanicinin tarihe gore analiz yapmasi igin
gelistirilmis olan Tweet Arama Sayfasi Sekil 7°de goriildiigii gibidir.
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Sekil 7: Tweet Arama Sayfasi

Tweet Arama

Segill Tarih 191103 m

Arama
Favorilenme  Retweet
Tarih || Tweet Sayist Sayisi
ke !
m i e "
w dun aksam g i
ergekiestirdi [ Viyana uguslannda dar govde ve A330 tipi ugaklanni kullanmekta il 9 0

co/pGJ2saEdio

Trafik sebebiyle ucagi kacirdim bir sonvaki ucus icin bilet ayarlamaya calisirken
004230 ozvers rken kesiien tekef
insanii)1 ile iigih Benden tam puangh

calicenter [brahimBey'in inanimaz

ragmen yardim icin aninda tarafimiza ger donusd tamamen isini £oksevmek ve %100 1 1

Kullanici tarihe gore aradigi sosyal medya igeriklerinden belirli bir kelimeyi igeren verilere
ulagsmak isteyebilir. Bu agsamada sag iist kosede bulunan arama alanina arama yapmak istedigi
kelimeyi girerek sonuglara ulasabilir. Ornek olarak hava yolu firmalar1 icin &nemli yeri olan
“Rotar” kelimesi i¢in yapilan arama Sekil 8’de gosterilmistir.

Sekil 8: Kelime Bazli Arama

Tweet Arama

Segcili Tarih: 2019-11-01 . E

Liste v Orlin

Arama ot
Favorilenme Retweet
Tarih [§  Tweet Sayisi Sayisi

20:03:23  Millet sizi rtar yapmiyor diye tercih ediyor, bu ne simd

Sayfa: 1/1 (75 kayit arasindan filtrelendi.) k -

Bu sonuglardan segilen tarih i¢in kag¢ kullanicinin rétar konusunda sikayetini dile getirdigi
gozlemlenebilmektedir.
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Tweet Detay Bilgileri Ekrani

Kullanic1 Tweet Arama Ekraninda goriintiiledigi sosyal medya igeriklerinin detayli
bilgilerine ilgili icerige tiklayarak Tweet Detay Bilgileri ekranindan ulasabilmektedir. Bu ekranda
baslik kisminda segilen igerik yer almaktadir. Kullanici bu igerigi markanin kurumsal sosyal medya
hesabindan cevaplama veya begenme gibi islemler yapabilmektedir. Cevaplama secildiginde
kullanictyr ilgili igerigin cevaplama linkine yonlendirmektedir. Begenme secildiginde ise
kullaniciin ilgili igerigi begenme(favori) islemi yapilmaktadir. Ayrica bu ekranda detayl
bilgilerine erisilmek istenen igerige ait Tweet Bilgileri ve Gonderen Bilgileri olmak iizere iki ayr
sekme bulunmaktadir.

Tweet Bilgileri secilen sosyal medya igerigine ait gonderi tarihi, pozitif igerik durumu,
favori sayisi, retweet sayisi, konu ve kaynak bilgilerine erigsilmektedir.

“Pozitif Igerik” génderinin makine dgrenmesi sonucunda igeriginin simflandirma (pozitif
veya negatif) bilgisidir. “Konu” bu icerikte hangi sosyal medya etiketlerini igerdigini
gostermektedir. “Kaynak” sosyal medya igeriginin paylasildigi ilgili sosyal medya linkini
gostermektedir. Kullanic1 kaynak linke tikladiginda sosyal medya igerigine direkt olarak
erisebilmektedir. “Favorilenme Sayisi” ve “Retweet Sayis1” alanlar paylasilan igerigin sosyal
medyada ne kadar yayildigimin Slgiilebilmesi adina dnemli iki parametredir. Bu sayilar ne kadar
yiiksek olursa paylasimin daha fazla kisiye ulastigi ongoriilebilir. Sekil 9°da Tweet Detay Bilgileri
ve Tweet detay bilgilerini iceren gorsel yer almaktadir.

Sekil 9:Tweet Detay Bilgileri Ekran1 / Tweet Detay Bilgileri Sekmesi

itibar Yénetim Sistem

Tweet Detay Bilgileri

baytk bir rezilligi yagadik. 40 kisi gidis - donts bilet aldik. Gittik ama donemedik. Asla olmay hak etmiyorsunuz.Sorumlular hakkinda gerekenin
yapilmasini istiyorum

* Begen 4 Cevapla

Tweet Bilgileri Génderen Bilgiler
Gonderi Tarihi:  29.10.2019 13:51:39
Pozitif igerik: Hayir
Favori Sayisi: 6
Retweet Sayisi. 2
Konular:

Tekrar Gonderi: Evet

Kaynak: https:/twitter.com/sercin67/status/1189132685446434817

Gonderen Bilgileri sekmesinde sosyal medya igerigini paylasan kisiye ait bilgiler kullanici
adi, kullanicinin sosyal medya hesabini olusturdugu tarihi, takipgi sayisi, paylasmis oldugu gonderi
say1st, kullanicinin kayith oldugu bolge bilgisi ve kullanicinin sosyal medya hesabinin linkini igeren
kaynak bilgisi yer almaktadir. “Kullanicinin Takip¢i Sayisi” paylasimin retweet ve favorilenme
olmaksizin minimum kag kisiye ulasabilecegini gostermektedir. Kullanicinin takipgi sayist ne kadar
fazla olursa marka hakkinda paylagtigi igerik o kadar ¢ok kisiye ulasacaktir. Negatif olmasi
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durumunda marka i¢in risk olustururken, pozitif olmasi durumunda da marka agisindan olumlu etki
uyandirmaktadir. “Kaynak” sosyal medya igeriginin paylasan kisinin sosyal medya linkini
gostermektedir. Kullanic1 kaynak linke tikladiginda gonderen kullanici profiline direk olarak
erisebilmektedir. Gonderen Bilgileri Sekmesi secilmis olan Tweet Detay Bilgileri ekrani Sekil
10°da verilmistir.

Sekil 10:Tweet Detay Bilgileri Ekran1 / Gonderen Bilgileri Sekmesi

Tweet Detay Bilgileri

blytk b
yapilmasini isti

ezilligi yasadik. 40 kisi gidis - donUs bilet aldik. Gittik ama ddnemedik. Asla A Star Aliance olmay hak etmiyorsunuz.Sorumlular hakkinda gerekenin

* Begen # Cevapla

Tweet Bilgiler Gonderen Bilgileri
Kullanici Adi

Hesap Tarihi: 20.12.2010 16:26:55
Takipgl Sayisi 368

Gonderi Sayisi: 216

Kayith Bolge Kdz.Eregli

Kaynak:

SONUC

Sosyal medya ile birlikte internet iizerinden ulagilabilen bilginin her gecen giin biiyiimesi,
bu bilginin yonetimini ihtiya¢ haline getirmistir. Marka ve kurumlar kendi sosyal medya hesaplarini
aktif olarak kullanarak kullanicilar tarafindan olusturulan bu bilgiyi yonetmeye ve sorunlara ¢6ziim
bulmaya c¢alismaktadir. Ancak bir sosyal ag iizerinde belirli bir konu veya marka hakkinda
paylasilan milyonlarca igerik olabilmektedir. Manuel olarak bu igeriklerin kontroli, analiz edilmesi
ve sonuca gore aksiyon alinmasi oldukga zor bir eylemdir.

Bu calisma kapsaminda sosyal medya kullanicilari tarafindan olusturulan biiyiik miktarda
veriyi otomatik olarak toplayan ve analiz eden bir sistemin markalarin itibarlarina pozitif yonde etki
edecegi diisiiniilmiistiir. [lk asamada marka hakkinda sosyal medyada paylasilan igerikleri belirli
periyotlarla toplamak i¢in bir uygulama (Veri Toplama Uygulamasi) gelistirilmistir. Toplanan
verilerin denetimli makine 6grenmesi algoritmalarinda kullanilmak tizere pozitif veya negatif olarak
etiketlenmesi i¢in Veri Etiketleme Uygulamasi (VEU) gelistirilmistir. Bu uygulama ile ii¢ farkl
kullanict kendilerine sunulan rastgele sosyal medya igeriklerini pozitif veya negatif olarak
etiketlemislerdir. En az iki kullanicinin ayni1 smiflandirdign igerikler makine Ogrenmesi
algoritmalarinin uygulanacagi veri kiimesine dahil edilmistir. Etiketleme sonrasinda elde edilen veri
kiimesi iizerinde bir takim veri 6nigleme adimlar uygulanmistir. Veri kiimesi tizerinde Yapay Sinir
Aglari, c4.5 Karar Agaci, Destek Vektor Makineleri, K-En Yakin Komgu, Naive Bayes ve Rastgele
Orman denetimli makine 6grenme algoritmalart uygulanmistir. Uygulanan algoritmalar arasinda
%90 basar1 oranina sahip Naive Bayes modeli sosyal medya igeriklerinin otomatik siniflandirilmasi
icin secilmistir.

Caligmanin ikinci asamasinda markalarin kendileri hakkinda sosyal aglarda paylasilan
iceriklerin analizi ve denetimini saglayan bir bilgi sistemi tasarlanmistir. Bu sistemde Veri Toplama
Uygulamas1 kullanilarak marka hakkinda paylasilan sosyal medya igerikleri giinliik olarak
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toplanmaktadir. Toplanan bu igerikler gelistirilen makine &grenmesi modeli ile otomatik olarak
siniflandirilmaktadir. Otomatik olarak pozitif veya negatif olarak siniflandirilmis igerikler i¢in giin
bazli bir marka itibar puani hesaplanmaktadir. Sistemde markanin giin bazinda aldig1 pozitif ve
negatif icerik sayisit ve bu sayilara bagh hesaplanan marka itibar puani grafik olarak kullanici ile
paylasilmaktadir. Kullanici marka hakkinda paylasilan son sosyal medya igeriklerini
gorebilmektedir. Paylasilan icerigin ka¢ kisi tarafindan tekrar paylasildiglr veya begenildigini de
inceleyebilmektedir. Ayrica paylasan kisi ile ilgili de detayl bilgilere (takipgi sayisi, konum, hesap
acilis tarihi) erigebilmektedir. Markanin paylasimi yapan kisi ile kolay bir sekilde iletisime gegmesi
icin de sisteme cesitli aksiyonlar (cevaplama, begenme vb.) eklenmistir.

Markalarin giiniimiiz rekabet ortaminda varliklarini saglikli bir sekilde siirdiirebilmeleri i¢in
yoneticilerin anlik ve dogru bilgilere ihtiyacglari vardir. Bu bilgilere ulasabilmek i¢in Yonetim
Bilisim Sistemleri kullanilarak insan giicli ve zaman tasarrufu yapilmaktadir. Calisma kapsaminda
gelistirilen sistem markalar hakkinda paylasilan sosyal medya igeriklerini otomatik olarak analiz
ederek yoneticilerin marka itibarina pozitif etki yaratmak amaci ile dogru ve hizli karar almasina
olanak saglayan bir yonetim biligim sistemidir.

fleriki ¢alismalarda gelistirilen bilgi sisteminin Instagram, Facebook gibi bir ¢ok sosyal
medya platformuna entegre edilmesi amaglanmaktadir. Boylelikle firmalar popiiler sosyal aglarda
kendileri hakkinda yapilan paylagimlarina erisebilecek ve biitiin sosyal aglarim tek bir kanalda
yonetebilecektir. Diger yandan paylasimlarin otomatik simiflandirilmast ig¢in secilen makine
o0grenmesi modelinde gelistirmeler yapilmasi amaglanmaktadir. Bu dogrultuda birinci adim olarak
daha biiyiik bir veri kiimesi olusturulmas: diisiiniilmektedir. Ikinci adimda ise kelime temsili gibi
gelismis metin madenciligi yontemleri uygulanmasi diisiiniilmektedir. Sonu¢ olarak planlanan
gelistirmelerle son kullanici i¢in daha kapsamli ve daha basarili bir sistem olusturulmasi
hedeflenmektedir.
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